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Resumo

O Reconhecimento de Entidades Mencionadas

(NER) é uma tarefa essencial de extracção de in-

formação em que as entidades de um texto são iden-

tificadas e classificadas. Um dos principais desafios

enfrentados pelos sistemas NER é a dificuldade de

generalização do aprendido para outros tipos de cor-

pora diferentes dos utilizados durante o treino. Este

problema é acentuado pelo facto de a maioria dos

corpora de treino utilizados serem de natureza jor-

naĺıstica e, portanto, precisarem de ser adaptados a

outros géneros e domı́nios. Neste artigo, utilizamos

um corpus espanhol composto por entrevistas a visi-

tantes da cidade de Santiago de Compostela e ano-

tado com entidades mencionadas, para a avaliação e

treino de sistemas NER adaptados ao domı́nio da cul-

tura e do turismo. Apresentamos uma comparação

das diferentes abordagens aplicadas, desde algoritmos

clássicos de aprendizagem automática ao afinamento

de vários modelos de Transformers. Os resultados ob-

tidos superam significativamente o baseline, represen-

tado aqui pelos toolkits Stanza, spaCy e Flair, em-

bora os testes preliminares com entidades não obser-

vadas durante o treino sugiram a necessidade de ava-

liações adicionais da sua capacidade de generalização

e o uso de um método de segmentação adversarial no

corpus.

Palavras chave

reconhecimento de entidades mencionadas, aprendiza-

gem automática, redes neuronais, transformers, ava-

liação

Abstract

Named Entity Recognition (NER) is an essential

task in information extraction where entities in a text

are identified and classified. One of the primary chal-

lenges addressed by NER systems is the difficulty of

generalizing what was learned to different types of

corpora beyond the training data. This problem is

magnified by the fact that most of the training cor-

pora used are journalistic and therefore need to be

adapted to other genres and domains. In this paper,

we use a Spanish corpus consisting of interviews with

visitors to the city of Santiago de Compostela and

annotated with named entities, to evaluate and train

NER systems tailored to the domain of cultural analy-

sis and tourism. We provide a comprehensive compa-

rison of various approaches employed, ranging from

classical machine learning algorithms to fine-tuning

Transformer models. The results significantly out-

perform the baseline, represented here by the toolkits

Stanza, spaCy and Flair, although initial tests with

unseen entities during training highlight the need for

additional evaluations regarding their generalization

capability and the utilization of adversarial splits for

the corpus.
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1. Introdução

O Reconhecimento de Entidades Mencionadas
(NER, Named-Entity Recognition) é uma tarefa
de extração de informação que consiste em iden-
tificar e classificar entidades tais como lugares,
pessoas ou organizações. O NER é de grande uti-
lidade para diversas tarefas em processamento de
linguagem natural: por exemplo, em análise de
sentimentos permite identificar a entidade sobre
a que se emite uma opinião (Kanev et al., 2022;
Barachi et al., 2022), e em tradução automática
pode servir para selecionar aquelas entidades que
não devem ser traduzidas (Vu et al., 2020; Lee
et al., 2022). Tem sido aplicado a múltiplos
domı́nios espećıficos, como saúde, segurança ou
a extração de nomes em textos jornaĺısticos. No
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entanto, os modelos NER têm dificuldade em ge-
neralizar o que aprendem e o seu desempenho
degrada-se ao serem aplicados a domı́nios muito
diferentes daqueles para os quais foram treinados
(Augenstein et al., 2017, pp. 70–73). Este pro-
blema é acentuado pelo facto de a maioria dos
corpora anotados existentes serem de natureza
jornaĺıstica e, portanto, precisarem de ser adap-
tados a outros géneros e domı́nios.

Neste trabalho utilizaremos um corpus em es-
panhol composto por entrevistas a visitantes da
cidade de Santiago de Compostela e anotado
com entidades mencionadas, para a avaliação e
treino de sistemas NER adaptados ao domı́nio
da cultura e do turismo. Mostraremos uma com-
paração de diferentes abordagens, que vão desde
algoritmos clássicos de machine learning ao fine-
tuning de vários modelos de Transformers. Os
resultados das experiências realizadas melhoram
amplamente o ponto de partida (baseline), re-
presentado aqui pelos modelos NER generalistas
integrados nos toolkits Stanza (Qi et al., 2020),
spaCy1 e Flair (Akbik et al., 2019).

Tanto os modelos desenvolvidos quanto o cor-
pus têm como objetivo final a extração au-
tomática de informação para o estudo das nar-
rativas culturais relacionadas com a cidade de
Santiago de Compostela e o Caminho de San-
tiago. Essa abordagem está fundamentada na
conceção de cultura como o conjunto de mecanis-
mos através dos quais os indiv́ıduos e as comu-
nidades organizam as suas vidas e as suas visões
e, portanto, como um fenómeno social suscet́ıvel
de análise, do que deriva a ideia de comparar os
corpora narrativos com a realidade social (Tor-
res Feijó, 2019).

Os principais contributos deste trabalho são:

uma avaliação de diversas abordagens para
NER aplicadas a uma combinação pouco ex-
plorada de domı́nio, registo e ĺıngua.

uma análise da generalização dos modelos pro-
duzidos para obter uma ideia mais precisa do
seu desempenho.

a comparação da distribuição de entidades em
diferentes conjuntos de dados, incluindo o cor-
pus de trabalho, e a discussão sobre como isso
pode impactar o desempenho de um modelo
NER.

O artigo está estruturado da seguinte forma:
em primeiro lugar, descrevemos o corpus utili-
zado e os resultados da avaliação de várias fer-
ramentas de processamento de linguagem natu-
ral para determinar o seu grau de adaptação

1https://spacy.io/

ao domı́nio espećıfico. Seguidamente, apresenta-
mos as diferentes abordagens consideradas, jun-
tamente com os modelos treinados em cada uma
delas, bem como os resultados da avaliação des-
ses modelos. Por fim, descrevemos brevemente
as linhas de trabalho futuro, incluindo uma
análise preliminar de uma nova abordagem ba-
seada em aprendizagem em contexto (engenharia
de prompting).

1.1. Trabalho relacionado

A história do NER é também, em grande me-
dida, a história dos concursos de avaliação de-
dicados a essa tarefa. Os primeiros trabalhos
sobre NER foram publicados na Conference on
Message Understanding (MUC-6) (Grishman &
Sundheim, 1995), que resultou numa tarefa par-
tilhada destinada a identificar pessoas, lugares,
organizações, expressões temporais e certos ti-
pos de expressões numéricas em inglês. Poste-
riormente, surgiram inúmeros eventos análogos,
como o CoNLL (neerlandês, espanhol, inglês e
alemão) (Tjong Kim Sang, 2002; Tjong Kim Sang
& De Meulder, 2003), o ACE (inglês, árabe e
chinês) (Doddington et al., 2004) ou o HAREM
(português) (Santos et al., 2006; Freitas et al.,
2010), que também levaram ao desenvolvimento
de corpora de avaliação para diferentes ĺınguas e
conjuntos de etiquetas.

Predominam duas abordagens:

Baseadas em regras (geralmente expressões re-
gulares, incluindo frequentemente informações
gramaticais) e/ou dicionários de entidades (ga-
zetteers). Por exemplo, Priberam (Amaral
et al., 2008) e PALAVRAS (Bick, 2006) para
português, e Linguakit (Gamallo & Garcia,
2017), com suporte para espanhol, galego,
inglês e português.

Baseadas em aprendizagem automática (ma-
chine learning), onde o conhecimento ne-
cessário para efetuar a tarefa é obtido a partir
dos dados. Esta é a abordagem utilizada pe-
las ferramentas com suporte multiĺıngue mais
conhecidas, como o OpenNLP2, o CoreNLP
(Manning et al., 2014) ou as seleccionadas
como baseline neste trabalho.

As técnicas NER, por sua vez, têm sido apli-
cadas em múltiplos domı́nios e géneros, como a
biomedicina (Oronoz et al., 2015; Giorgi & Ba-
der, 2018), a microbiologia (Deléger et al., 2016),
as redes sociais (Baldwin et al., 2015), a qúımica
(Eltyeb & Salim, 2014), a geologia (do Amaral

2https://opennlp.apache.org/
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et al., 2017), o âmbito juŕıdico (Leitner et al.,
2019; Pais et al., 2021) ou a análise literária,
no contexto da leitura distante (Bamman et al.,
2019; Frontini et al., 2020).

No domı́nio do turismo, onde se situa a nossa
proposta, a identificação de entidades menciona-
das também foi ganhando popularidade, embora
outras técnicas como topic modelling ou a análise
de sentimentos continuem a ser as mais utiliza-
das (Egger, 2022). A ĺıngua de trabalho é mai-
oritariamente o inglês (Saputro et al., 2016; Vi-
jay & Sridhar, 2016; Chantrapornchai & Tunsa-
kul, 2019), embora também tenham sido desen-
volvidos recursos e sistemas de NER para outras
ĺınguas, como o chinês (Guo et al., 2009; Xue
et al., 2019), o mongol (Cheng et al., 2020), o por-
tuguês (Matos et al., 2021), o espanhol (Garćıa-
Pablos et al., 2015) ou o árabe (Bouabdallaoui
et al., 2022). Muitos dos sistemas produzidos uti-
lizam corpora extráıdos de avaliações de clientes
em portais web ou redes sociais, mas não existem
corpora anotados de entrevistas a visitantes, es-
pecialmente num subdomı́nio tão espećıfico como
o Caminho de Santiago.

2. Corpus

Para o treino e avaliação do sistema de reco-
nhecimento de entidades mencionadas foi utili-
zado o subconjunto de textos em espanhol de
CorGALE,3 um corpus multiĺıngue desenvolvido
a partir de entrevistas telefónicas a visitantes
da cidade de Santiago de Compostela e anotado
com as entidades enamex tradicionais introdu-
zidas na CoNLL-2002 (Tjong Kim Sang, 2002):
localização (LOC), pessoa (PER), organização
(ORG) e miscelânea (MISC). O foco nos textos
em espanhol deve-se ao facto de que, entre os
sistemas selecionados como baseline (os toolkits
Stanza, spaCy e Flair), apenas um tem mode-
los em português para NER (spaCy) e nenhum
em galego.

A distribuição das entidades anotadas no cor-
pus pode ver-se na Tabela 1, onde se constata
um forte desequiĺıbrio a favor da categoria “lo-
calização,” em proporções semelhantes para to-
das as ĺınguas. Isto é de esperar devido à tipo-
logia do corpus, que contém entrevistas em que
um dos temas principais são os itinerários de vi-
agem. Além disso, dos quatro tipos de entidades

3Corpus GALabra de Entrevistas, que inclui entrevis-
tas em galego, espanhol e português. O processo de com-
pilação e anotação será publicado em breve: “Un corpus
gold standard multilingüe para reconocimiento de entida-
des nombradas” https://galabra.socialdatalab.org/
corgale

subcorpus ES Total corpus

freq. % freq. %

LOC 18.387 84,98% 36.491 84,96%

MISC 1.606 7,42% 2.786 6,49%

PER 1.206 5,57% 2.639 6,14%

ORG 438 2,02% 1.037 2,41%

Total 21.637 100,00% 42.953 100,00%

Tabela 1: Distribuição de entidades no corpus.

consideradas, a localização é a de maior interesse
para o projeto em que se integra o presente tra-
balho, uma vez que um dos seus objetivos é a
georreferenciação de entidades geográficas para a
elaboração de mapas de densidade.

Para além do forte desequiĺıbrio entre tipos de
entidades, o domı́nio e o género (conversacional)
do corpus condicionam métricas de diversidade
lexical tais como a densidade de etiquetas, que
mede a proporção de tokens que fazem parte de
uma entidade mencionada em relação ao número
total de tokens, ou a concentração de entidades,
que representa o ratio entre entidades menciona-
das (NE tokens, named-entity tokens) e entidades
mencionadas únicas (NE types, named-entity ty-
pes). Uma baixa densidade de etiquetas poderia
influenciar negativamente a utilização do corpus
como padrão de ouro para o treino de um modelo
NER adaptado ao domı́nio.

Estas métricas de diversidade lexical podem
ser contrastadas com as de outros corpora ano-
tados para NER, de modo que as diferenças en-
tre domı́nios e géneros distintos possam ser me-
lhor apreciadas. Na primeira coluna da Tabela 2
apresentam-se estes valores de diversidade lexical
em CorGALE. A fim de confrontar como estes va-
lores são condicionados por diferenças de domı́nio
e/ou género, adicionam-se também os relativos a
outros corpora anotados com entidades mencio-
nadas e um tagset semelhante. CoNLL e MET
são corpora de género narrativo que incluem ar-
tigos jornaĺısticos em espanhol, enquanto os dois
subcorpora ACE (Walker et al., 2006) são de
género conversacional e em inglês. ACE BC
contém transcrições de debates televisivos sobre
not́ıcias atuais e ACE CTS é um corpus de con-
versas telefónicas curtas entre dois participantes
sobre um tópico (de uma lista total de 40) sele-
cionado pelos investigadores. CoNLL tem, além
disso, a particularidade de ter sido utilizado como
corpus de treino para os modelos NER de Flair4

4https://huggingface.co/flair/ner-spanish-
large
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https://galabra.socialdatalab.org/corgale
https://galabra.socialdatalab.org/corgale
https://huggingface.co/flair/ner-spanish-large
https://huggingface.co/flair/ner-spanish-large


CorGALE ACE CTS ACE BC MET CoNLL

ĺıngua es en en es es

género conversacional conversacional conversacional narrativo narrativo

domı́nio turismo jornaĺıstico jornaĺıstico jornaĺıstico

densidade de
etiquetas

0,04 0,05 0,06 — 0,13

concentração de
entidades

9,06 8,11 2,65 2,2 4,22

Tabela 2: Métricas de diversidade léxica do corpus em contraste com outros corpora comparáveis.

e Stanza,5 utilizados aqui como baseline. No caso
de CoNLL (Tjong Kim Sang, 2002) os cálculos
foram feitos pelos autores. Os dados do corpus
MET foram obtidos de Palmer & Day (1997),
onde apenas se disponibiliza a concentração de
entidades. Por fim, os dados de diversidade lexi-
cal do corpus ACE provêm de Augenstein et al.
(2017, pp. 66–67).

Dos corpora comparados, os de domı́nio jor-
naĺıstico apresentam valores muito inferiores de
concentração de entidades, o que pode ser expli-
cado pelo tipo de textos, porquanto costumam
incluir um grande número de not́ıcias que tratam
de muitos tópicos diferentes, com o consequente
aumento no número de entidades mencionadas
que aparecem apenas uma vez. Por outro lado,
os corpora do género conversacional tendem a
apresentar uma menor densidade de etiquetas do
que os de género narrativo, provavelmente condi-
cionada por mecanismos de linguagem oral, tais
como uma maior utilização de nexos, repetições
ou palavras de preenchimento. Uma das im-
plicações disto é que o CorGALE tem, em média,
um número menor de entidades, e as que existem
apresentam um alto número de repetições. Estas
diferenças são relevantes, uma vez que os modelos
NER generalistas são frequentemente treinados
com corpora de género narrativo e domı́nio jor-
naĺıstico, o que pode explicar um desempenho in-
ferior desses modelos com outros tipos de textos.

3. Sistemas de Reconhecimento de
Entidades Mencionadas

3.1. Baseline

Este trabalho utiliza os modelos NER das ferra-
mentas generalistas Stanza, spaCy e Flair como
baseline. Na Tabela 3 são apresentados os resul-
tados da avaliação dessas ferramentas com o cor-

5https://stanfordnlp.github.io/stanza/ner_
models.html

Stanza spaCy Flair

modelo
e versão

CoNLL02
(v.1.5.0)

es-core-
news-lg
(v.3.5.0)

ner-
spanish-

large
(v.0.12.1)

CorGALE 0.686 0.744 0.752

0.881 0.897 0.905

Tabela 3: Baseline: f1-score de Stanza, spaCy
e Flair avaliados com CorGALE, em contraste
com o f1-score declarado pelos modelos (última
linha).

pus CorGALE, permitindo assim determinar o
ńıvel de adaptação de cada uma delas ao domı́nio
espećıfico, que, como já vimos, condiciona (jun-
tamente com o género) a distribuição das entida-
des. Para fins de contraste, também se inclúıram
os valores F1 declarados para esses modelos,6 os
quais foram produzidos utilizando um corpus de
teste extráıdo do mesmo corpus usado para o
treino. A comparação das duas avaliações mos-
tra um baixo grau de adaptação ao domı́nio dos
modelos, cujo desempenho se degrada quando
são aplicados a domı́nios muito diferentes daque-
les para os quais foram treinados. Isto reforça
a necessidade de utilizar CorGALE para treinar
um modelo NER espećıfico, melhor adaptado ao
domı́nio.

3.2. Experiências

De acordo com Liu et al. (2021), existem três
paradigmas principais na evolução do proces-

6Os dados de desempenho do modelo NER de
Stanza foram obtidos de Qi et al. (2020); os
de spaCy provêm de https://github.com/explosion/
spacy-models/releases/tag/es_core_news_lg-3.5.0 e
os de Flair foram extráıdos de https://huggingface.
co/flair/ner-spanish-large.
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samento de linguagem natural, que diferem na
forma como os modelos aprendem a partir de
um conjunto de dados: aprendizagem totalmente
supervisionada (fully supervised learning), pré-
treino e afinação (pre-train and fine-tune) e pré-
treino, instrução e predição (pre-train, prompt
and predict). Na aprendizagem totalmente su-
pervisionada, o modelo é treinado através de um
corpus de exemplos concebido para uma tarefa
espećıfica. Existem duas estratégias principais
que podem ser utilizadas: a abordagem orien-
tada às carateŕısticas (feature engineering), na
qual as carateŕısticas são definidas manualmente
com base no conhecimento do domı́nio, e a abor-
dagem orientada à arquitetura (architecture engi-
neering), na qual as carateŕısticas relevantes são
aprendidas automaticamente durante o treino do
modelo utilizando arquiteturas de redes neuro-
nais. Por sua vez, no paradigma de pré-treino e
afinação, um modelo de linguagem com uma ar-
quitetura fixa é treinado com grandes quantida-
des de dados não supervisionados, e depois adap-
tado a tarefas espećıficas por meio de afinação.

Neste trabalho, foram conduzidas experi-
ências em sistemas NER utilizando um ou mais
modelos para cada uma destas abordagens des-
critas. O corpus foi dividido aleatoriamente em
duas partes, com 80% para treino e 20% para
teste. Em todos os casos, utilizámos o mesmo
corpus de treino e de teste, exceto no pré-treino
e afinação, em que o corpus de treino foi divi-
dido por sua vez em treino e validação.7 Para
a avaliação, não tomámos em consideração os
valores produzidos pelos próprios modelos a fim
de evitar posśıveis problemas por diferenças no
tratamento de sequências de etiquetas inadequa-
das (improper label sequences (Lignos & Kamyab,
2020)), nomeadamente aquelas que não corres-
pondem a sequências permitidas pelo formato
(por exemplo, uma etiqueta de tipo “I” após “O”
em IOB2). Assim, utilizámos cada modelo para
gerar predições a partir dos tokens do corpus de
teste, e avaliámos essas predições em todos os
casos usando seqeval,8 uma biblioteca9 de ava-
liação em Python que replica o comportamento
de conlleval.10

7Nesse caso, a proporção final foi de treino (60%), va-
lidação (20%) e teste (20%).

8O script de avaliação está dispońıvel en
https://github.com/sdocio/NER-experiments/blob/
main/utils/eval.py

9seqeval, A Python framework for sequence la-
beling evaluation, https://github.com/chakki-works/
seqeval.

10https://www.clips.uantwerpen.be/conll2000/
chunking/conlleval.txt

Nas subsecções seguintes, descrevemos os mo-
delos utilizados, classificados pela abordagem em
que se inserem. Começamos apresentando os
Conditional Random Fields (CRF) como parte
da abordagem orientada às carateŕısticas, se-
guido da abordagem orientada à arquitetura, na
qual realizámos experiências com duas arquite-
turas de redes neuronais: LSTM e CNN. Final-
mente, no paradigma de pré-treino e fine-tuning,
usamos duas bibliotecas para afinar seis mode-
los pré-treinados. Após a descrição dos modelos,
expomos os resultados obtidos na sua avaliação,
juntamente com uma primeira análise da capaci-
dade de generalização. Por fim, fornecemos uma
estimativa aproximada das emissões de carbono
de cada experiência, bem como o tamanho final
dos modelos produzidos.

3.3. Feature engineering : CRF

Os Conditional Random Fields (CRF, Lafferty
et al. (2001)) são modelos probabiĺısticos de tipo
discriminativo e com uma abordagem condicio-
nal, que definem as probabilidades de posśıveis
sucessões de etiquetas dada uma sequência ob-
servada. Na sua forma mais comum (linear
chain CRF ) são utilizados em aprendizagem au-
tomática para a anotação de dados sequenciais,
como podem ser algumas tarefas de processa-
mento de linguagem natural (etiquetação mor-
fológica, reconhecimento de entidades mencio-
nadas, shallow parsing) (Sha & Pereira, 2003),
visão por computador (He et al., 2004) ou
bioinformática (Settles, 2004; McDonald & Pe-
reira, 2005).

Neste trabalho a implementação de CRF
utilizada foi sklearn-crfsuite,11 um wrapper
Python da biblioteca CRFsuite12 que oferece
uma interface compat́ıvel com o scikit-learn
(Pedregosa et al., 2011). O modelo foi treinado
com 100 iterações, utilizando o algoritmo de op-
timização L-BFGS e os coeficientes de regula-
rização L1 e L2 obtidos por RandomizedSearch
durante a fase de optimização dos parâmetros.
Foi realizada uma experiência sem limite de
iterações, no qual a condição de paragem foi atin-
gida na iteração 794. No entanto, o valor F1 do
modelo final não apresentou melhoria em relação
ao modelo de 100 iterações. No treino foram tidas
en conta todas as transições,13 de maneira que as
imposśıveis (por exemplo O → I-LOC) recebam

11https://github.com/TeamHG-Memex/sklearn-
crfsuite

12CRFsuite: a fast implementation of Conditio-
nal Random Fields http://www.chokkan.org/software/
crfsuite/

13Opcão all possible transitions=True.
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pesos negativos (em vez de zero), mesmo que não
tenham sido observadas no corpus (Figura 1).

Uma das principais vantagens do CRF em
relação a outros modelos sequenciais como HMM
(Hidden Markov Model) é que não tem pressu-
postos de independência tão rigorosos e pode
utilizar qualquer informação de contexto, junta-
mente com a possibilidade de usar um conjunto
mais rico e flex́ıvel de carateŕısticas (features).
Para o nosso modelo14 utilizámos uma série de fe-
atures de tipo ortográfico15 e contexto anterior e
posterior. Foi também realizada uma experiência
acrescentando features de tipo gramatical (eti-
quetas morfo-sintáticas), mas foi descartada uma
vez que o desempenho do modelo era o mesmo.

3.4. Architecture engineering : redes
neuronais

As redes neuronais (LeCun et al., 2015) são
modelos computacionais inspirados no funciona-
mento dos cérebros biológicos, compostas de ca-
madas de nodos interligados em que a sáıda de
uma camada serve como entrada para a seguinte.

Para este trabalho, conduzimos experiências
com duas arquiteturas de redes neuronais, Bidi-
rectional Long-Short Term Memory combinado
com CRF (BiLSTM-CRF) e Convolutional Neu-
ral Networks (CNN) com Bloom embeddings.
Esta arquitetura é utilizada pelo spaCy num dos
seus pipelines, o que se torna relevante por ser
também um dos baselines usados. Em ambos os
casos, durante o processo de treino utilizou-se o
corpus supervisionado comum a todas as expe-
rimentações, juntamente com dados de corpora
não supervisionados (nomeadamente, embeddings
pré-treinados em corpora crus, sem etiquetas).

3.4.1. BiLSTM-CRF

As redes LSTM são um tipo de Recurrent Neu-
ral Network (RNN), uma famı́lia de redes neu-
ronais adequada para trabalhar com sequências.
No caso das redes neuronais bidirecionais, o mo-
delo é composto por duas redes LSTM, uma que
processa a sequência no sentido normal (para a
frente) e outra que processa a sequência no sen-
tido inverso (para trás). Essa abordagem per-
mite capturar informação do contexto completo
de cada elemento da sequência.

14https://github.com/sdocio/NER-experiments/
tree/main/0-crf

15Por exemplo, se uma palavra começa com uma letra
maiúscula ou contém números.

A arquitetura utilizada neste trabalho é a
BiLSTM-CRF (Lample et al., 2016), em que a
camada de entrada são word embeddings forma-
dos pela concatenação de duas classes de repre-
sentações vetoriais. A primeira classe são os cha-
racter embeddings, que capturam informações dos
carateres que compõem cada palavra e são obti-
dos a partir do corpus de treino. A segunda classe
são os word-level embeddings, que representam as
palavras no seu contexto e são provenientes de
dados externos não supervisionados (embeddings
pré-treinados). Uma vez que no NER a sequência
posśıvel de etiquetas não é livre, em vez de mode-
lar a etiquetagem assumindo probabilidades in-
dependentes, estas são modeladas em conjunto
através de uma camada CRF.

Para o treino do nosso modelo, utilizamos uma
adaptação da implementação neural-ner,16 em-
pregando embeddings GloVe (Pennington et al.,
2014) com dimensão 300 para o espanhol,17 que
foram treinados com o corpus SBWC (Cardel-
lino, 2019). Realizámos também testes com ou-
tros sistemas de representação vetorial, como o
Word2vec e o Fasttext, que tiveram um desempe-
nho inferior.

3.4.2. CNN com Bloom embeddings

As CNN são uma arquitetura de rede neuronal
projetada especificamente para processar dados
estruturados numa grelha. A implementação uti-
lizada em esta arquitetura é o spaCy, que tem
dois tipos de pipeline de processamento: o pipe-
line CPU com CNNs18 e o pipeline Transformer
(GPU).19 O pipeline CPU integra como compo-
nente NER um modelo baseado em transições20

inspirado no proposto por Lample et al. (2016,
pp. 263–264). O spaCy adota a abordagem “Em-
bed. Encode. Attend. Predict” (Honnibal,
2016), e emprega Redes Neuronais Convoluci-
onais com conexões residuais (Residual CNNs)
como codificador (encoder, na fase Encode).
Além disso, utiliza Bloom embeddings (na fase
Embed), que reduzem o tamanho da tabela de ve-
tores por meio de quatro funções de hash e com-
binam carateŕısticas ortográficas, como NORM
(palavra normalizada), PREFIX (prefixo), SUF-
FIX (sufixo) e SHAPE (forma da palavra) (Mi-
randa et al., 2022; Honnibal et al., 2022).

16https://github.com/yuhaozhang/neural-ner
17https://github.com/dccuchile/spanish-word-

embeddings
18https://spacy.io/models#design-cnn
19https://spacy.io/models#design-trf
20https://spacy.io/api/architectures#parser
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Figura 1: Pesos das transições.
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Figura 2: Valores F1 de todos os experimentos
divididos por etiqueta.

3.5. Objective engineering : afinação de
Transformers

Um Transformer é uma arquitetura de rede
neuronal baseada em mecanismos de atenção
(Vaswani et al., 2017). Nessa arquitetura, os
mecanismos de atenção substituem o proces-
samento sequencial das Redes Neuronais Re-
correntes (RNN, Recurrent Neural Networks),
dif́ıcil de paralelizar, por um processamento dis-
tribúıdo altamente eficiente e paralelizável, con-
cebido para dar conta de relações de palavras a
longa distância. A principal vantagem dos Trans-
formers é o facto de permitirem gerar mode-
los de ĺıngua genéricos que podem ser ajusta-
dos a qualquer tarefa de jeito rápido e eficiente

através da afinação (fine-tuning) dos parâmetros
(Devlin et al., 2019). A afinação é uma técnica
de aprendizagem por transferência que parte de
um grande modelo de ĺıngua (LLM, Large Lan-
guage Model) treinado mediante aprendizagem
auto-supervisionada (modelo pré-treinado). Es-
ses grandes modelos pré-treinados utilizam a
predição de palavras em contexto previamente
mascaradas para aprender, sem a necessidade de
anotação manual. Depois, o modelo pré-treinado
é adaptado para uma tarefa espećıfica através
da transferência de seus parâmetros, ajustando-
os com um pequeno dataset anotado. Esse pro-
cesso supervisionado gera um novo modelo afi-
nado, que herda o mesmo número de parâmetros
do modelo pré-treinado genérico.

Para este trabalho, os modelos afinados para
NER aplicado ao nosso domı́nio foram:

ner-cds-bert (BERT-CS): Foi afinado utili-
zando como modelo pré-treinado BETO (Cañete
et al., 2020), um modelo baseado em BERT (De-
vlin et al., 2019) e produzido utilizando um cor-
pus de três mil milhões de palavras provenientes
de diversas fontes (Cañete, 2019).

ner-cds-spanberta (RoBERTa-CS): Foi ajus-
tado utilizando como modelo SpanBERTa,21 ba-
seado em RoBERTa (Liu et al., 2019) e que foi
treinado com a parte em espanhol do corpus
OSCAR (Ortiz Suárez et al., 2019).

ner-cds-bne (BNE-CS): Foi afinado utilizando
como modelo pré-treinado RoBERTa-Base-BNE
(Gutiérrez Fandiño et al., 2022), um modelo de
ĺıngua baseado na arquitetura de RoBERTa e
pré-treinado usando um corpus de espanhol com
135 mil millões de palavras, que foi compilado a
partir do arquivo web constrúıdo pela Biblioteca
Nacional de España de 2009 a 2019. Para a re-
alização das experiências, foram utilizadas duas

21https://github.com/chriskhanhtran/spanish-
bert
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Figura 3: Comparação dos resultados da
afinação com as bibliotecas spaCy e transformers.

variantes: a base e a large. No entanto, a vari-
ante large foi rejeitada por ter apresentado piores
resultados.

ner-cds-xlm (XLM-CS): Baseado no modelo
XLM-RoBERTa-Large (Conneau et al., 2019),
uma versão multiĺıngue de RoBERTa que foi pré-
treinado com dados do corpus CommonCrawl em
100 ĺınguas. A variante base também foi testada,
mas foi descartada por apresentar resultados in-
feriores.

Os modelos selecionados para esta afinação
são todos os LLMs de auto-codificação (autoen-
coding) de livre acesso, dispońıveis para espanhol
e citados na literatura. Para ajustar esses mode-
los, foram utilizadas duas bibliotecas: transfor-
mers (Wolf et al., 2020) de HuggingFace (versão
4.28.1), e spaCy de Explosion (versão 3.5.2).

A Figura 3 apresenta uma comparação dos re-
sultados do processo de afinação utilizando am-
bas as bibliotecas. De forma geral, os modelos
afinados com a biblioteca spaCy têm melhor de-
sempenho do que os afinados com a biblioteca
transformers, pelo que, para o confronto final na
Tabela 4, apenas consideraremos os primeiros.

4. Resultados

Na Tabela 4 estão apresentados os valores de pre-
cision, recall e F1 obtidos na avaliação para cada
uma das abordagens testadas, juntamente com os
resultados dos modelos baseline. Podemos obser-
var que o modelo com melhor desempenho (BNE-
CS) corresponde ao paradigma de fine-tuning de
Transformers, e supera em mais de 20 pontos
os sistemas pré-treinados utilizados como ponto

de partida. Embora BNE-CS apresente o me-
lhor desempenho, o modelo XLM-CS está muito
próximo em relação a todos os valores medidos.
Este modelo tem a particularidade de ser o re-
sultado da afinação de um modelo multiĺıngue, o
que pode torná-lo adequado para as três ĺınguas
do corpus CorGALE.

Por outra parte, o mapa de calor da Figura 2
mostra o valor F1 segmentado por classe, reve-
lando um padrão semelhante em todos os mode-
los treinados, com resultados superiores para as
etiquetas LOC e PER, enquanto apresentam um
desempenho inferior nas classes MISC e ORG.
É importante destacar que a etiqueta ORG é a
menos representada no corpus (Tabela 2).

Finalmente, a matriz de confusão represen-
tada na Figura 4 ilustra a relação entre as pre-
visões (eixo X) e os valores reais (eixo Y) do
modelo com melhor desempenho. Foi produzida
comparando o corpus de teste com as previsões
do modelo.22 A maior intensidade de cor na dia-
gonal indica uma taxa de acerto significativa em
todas as classes. Além disso, a figura evidencia
que as taxas de erro mais altas estão relaciona-
das com problemas na delimitação de entidades
nas classes LOC e ORG (confusão entre B-LOC
e I-LOC e entre B-ORG e I-ORG).

4.1. Análise da capacidade de
generalização dos modelos

Para o treino e avaliação dos modelos, seguimos
a prática comum de dividir aleatoriamente o con-
junto de dados em corpora de treino e de teste,
conforme descrito na secção 3.23 No entanto, esse
procedimento pode estar a sobrestimar o desem-
penho real dos modelos, uma vez que um va-
lor elevado numa avaliação não implica necessa-
riamente uma verdadeira generalização (Kim &
Kang, 2022), ou seja, a capacidade de um mo-
delo para fazer previsões precisas sobre dados
não observados durante o treino. No nosso caso,
os resultados podem ser atribúıdos, em parte, à
alta concentração de entidades no corpus (ver Ta-
bela 2) e ao facto de os modelos estarem, em boa
medida, a aprender as entidades vistas no corpus
de treino (memorização), resultando num peso
menor da interpretação do contexto lingúıstico
na predição da etiqueta (Agarwal et al., 2021).

22Script utilizado: https://github.com/sdocio/NER-
experiments/blob/main/utils/matrix.py

23Foi realizada uma experiência para testar o mo-
delo CRF (secção 3.3) utilizando KFold Cross Validation
(K=10). Os resultados não divergem dos obtidos com a
divisão clássica 80%-20%, com um valor F1 de 0,952 e um
desvio padrão de 0,004. Testes semelhantes com os res-
tantes modelos foram descartados devido ao seu elevado
custo de computação.
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Paradigma Abordagem Modelo Precision recall f1-score
M

o
d

el
os

tr
ei

n
ad

os

Aprendizagem
totalmente
supervisionada

eng. orientada a carateŕısticas

(feature engineering)
CRF 0.955 0.947 0.951

eng. orientada à arquitetura

(architecture engineering)

spaCy-CNN 0.963 0.959 0.961

BiLSTM-CRF 0.969 0.967 0.968

Pré-treino e
afinação
(fine-tuning)

eng. orientada a objetivos

(objective engineering)

RoBERTa-CS 0.953 0.954 0.953

BERT-CS 0.969 0.968 0.968

BNE-CS 0.971 0.972 0.971

XLM-CS 0.969 0.962 0.965

B
as

el
in

e Stanza 0.683 0.689 0.686

spaCy 0.683 0.816 0.744

Flair 0.748 0.756 0.752

Tabela 4: Comparação final com todos os modelos produzidos.

Para determinar de maneira mais eficaz a ca-
pacidade de generalização dos nossos modelos,
efetuámos uma primeira análise preliminar, ava-
liando o desempenho dos modelos com entidades
do corpus de teste que não estão presentes no
corpus de treino.

Para realizar esse procedimento, conduzimos
um teste no qual dividimos os segmentos con-
tendo entidades mencionadas do corpus de teste
em duas partes distintas:

Corpus de entidades não observadas: consiste
exclusivamente nos segmentos que contêm en-
tidades que não foram observadas no corpus
de treino.

Corpus de entidades observadas: compreende
aqueles segmentos que possuem uma ou mais
entidades observadas no corpus de treino.
Nesta parte, também podem estar presentes
entidades não observadas que compartilham o
segmento com as entidades observadas.

Os segmentos sem entidades, ou seja, as
orações que não possuem nenhuma anotação,
foram divididos equitativamente entre as duas
partes.

A Tabela 5 mostra os resultados dos diferen-
tes modelos com o corpus de entidades não obser-
vadas, apresentando o valor do F1 resultante e a
percentagem de variação em relação ao F1 obtido
com o corpus de teste completo. Todos os mo-
delos evidenciam uma diminuição acentuada nos
valores de F1, com uma média de 30.78%. O mo-
delo CRF registou a maior descida com 52.37%,
o que é de esperar, tendo em conta que a in-
formação contextual de que dispõe é muito limi-
tada. Por outro lado, o modelo com o melhor de-

modelo f1-score % variação

CRF 0.453 -52.37%

spaCy-CNN 0.656 -31.74%

LSTM-CRF 0.684 -29.34%

sp
aC

y

BERT-CS 0.714 -26.24%

RoBERTa-CS 0.662 -30.54%

BNE-CS 0.749 -22.86%

BNE-CS lg 0.523 -45.18%

XLM-CS 0.646 -32.85%

XLM-CS lg 0.660 -31.61%

tr
an

sf
or

m
er

s

BERT-CS 0.680 -29.17%

RoBERTa-CS 0.663 -29.39%

BNE-CS 0.792 -18.27%

BNE-CS lg 0.700 -26.93%

XLM-CS 0.699 -26.81%

XLM-CS lg 0.684 -28.38%

Tabela 5: Valores f1-score para o corpus de
entidades não observadas no treino. O número
de entidades neste corpus é de 193, muito inferior
às 4265 do corpus de teste completo.

sempenho no corpus de teste original (BNE-CS)
é também o melhor na prova com as entidades
não observadas, apresentando uma redução de
18,27% na versão afinada com a biblioteca trans-
formers e de 22,86% na versão afinada com a bi-
blioteca spaCy. Os resultados apresentados neste
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teste são próximos dos obtidos noutros testes se-
melhantes, como o conduzido por Kádár et al.
(2023).

É interessante destacar que, enquanto na ava-
liação com o corpus de teste completo os modelos
afinados com o spaCy tiveram melhor desempe-
nho do que os afinados com a biblioteca transfor-
mers (ver Figura 3), na avaliação com o corpus
de entidades não observadas durante o treino o
resultado é o oposto em todos os casos, exceto
para o modelo BERT-CS.

4.2. Discussão

Os resultados obtidos mostram uma acurácia
elevada, que, no caso do melhor modelo, é de
0.998. Como se pode ver, superam não apenas
os sistemas de referência avaliados com o corpus
CorGALE (Tabela 3), mas também o desempe-
nho de outros modelos NER para espanhol trei-
nados com corpora jornaĺısticos e etiquetas com-
paráveis (Tabela 6).

modelo f1-score

bert-spanish-cased-finetuned-ner 90.17

bertin-base-ner-conll2002-es 87.06

bne-spacy-corgale-ner-es (BNE-CS) 97.13

ner-spanish-large 90.54

roberta-large-bne-capitel-ner 90.51

xlm-roberta-large-ner-spanish 89.17

Tabela 6: Resultados de modelos NER para es-
panhol

Porém, os testes realizados demonstram que,
embora as avaliações com uma divisão clássica
de corpus aleatório possam indicar, em termos
gerais, quais modelos apresentam melhor desem-
penho no domı́nio de trabalho, não são suficientes
para obter uma compreensão clara de sua verda-
deira generalização. Portanto, é necessário subs-
tituir a divisão aleatória do corpus por divisões
baseadas em heuŕısticas com diferentes enviesa-
mentos ou adotar uma abordagem de divisão de
dados usando um desenho adversarial (Søgaard
et al., 2021).

Para além disso, o sistema tem claras li-
mitações, como o forte desequiĺıbrio entre as clas-
ses ou a elevada concentração de entidades men-
cionadas no corpus de treino, o que pode estar a
condicionar os resultados obtidos.

4.3. Emissão de CO2 e tamanho dos
modelos

Outros fatores importantes a serem considerados
na avaliação dos resultados de um modelo são o
tamanho e a pegada de carbono decorrente do
seu treino, expressa em kg CO2eq. Para calcu-
lar essa pegada de carbono, utilizamos a fórmula
proposta por Lacoste et al. (2019):

(
W × t

1000
× E

)
× PUE (1)

onde W é o consumo de energia do hardware,
t é o tempo em horas, E representa as emissões
médias de carbono da rede de energia utilizada
e PUE (Power Usage Effectiveness) contabiliza
a energia adicional necessária para sustentar a
infraestrutura de computação, principalmente a
refrigeração.

As experiências foram realizadas numa GPU
Nvidia A100 PCIe-40GB, com um consumo de
energia declarado de 250W e conetada a um cen-
tro de processamento de dados local. O valor
utilizado para E é de 0,2120 kg CO2eq/kWh,
que representa a emissão média de dióxido de
carbono por quilowatt-hora em Espanha para o
ano 2022.24 O coeficiente PUE aplicado é 1.58,
a média global dos centros de dados em 2018,
conforme mencionado por Strubell et al. (2020).
No entanto, o modelo CRF foi treinado com uma
CPU Intel® Core� i7-10510U e um consumo
aproximado de energia durante o treino de 19W.
Neste caso, o coeficiente PUE aplicado é 1, uma
vez que o consumo de energia já inclui tanto a
computação quanto a infraestrutura.

A Tabela 7 apresenta as emissões de carbono
produzidas durante o treino dos modelos (em kg
CO2eq) e seus respetivos tamanhos em megaby-
tes, exibindo uma grande variabilidade em am-
bos os valores. O total das emissões é de apro-
ximadamente um quilograma e meio de CO2eq,
o que não inclui o custo de produção dos mode-
los pré-treinados, como por exemplo, os LLMs
no caso de fine-tuning ou os modelos de em-
beddings. As emissões médias são de 0,085 kg
CO2eq, sendo o CRF o modelo mais eficiente em
termos energéticos, com uma redução de cerca
de 99.93% em relação à média, e também o de
menor tamanho. O LSTM-CRF é o menos efi-
ciente em termos energéticos (por volta de 234%
acima da média). No caso do modelo com me-
lhor desempenho, o BNE-CS afinado com a bibli-
oteca spaCy apresenta umas emissões estimadas
de 0.045, cerca de 47.57% abaixo da média.

24https://app.electricitymaps.com/zone/ES
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Figura 4: Matriz de confusão do melhor modelo: BNE-CS afinado com spaCy.

modelo horas kg.CO2eq tamanho

CRF 0.01 0.0001 0.848 MB

spaCy-CNN 0.23 0.0196 622 MB

LSTM GloVe 3.39 0.2839 24 MB

LSTM Fasttext 3.38 0.2830 23 MB

LSTM Word2vec 3.40 0.2851 23 MB

sp
aC

y

BERT-CS 0.56 0.0470 421 MB

RoBERTa-CS 0.40 0.0331 480 MB

BNE-CS 0.53 0.0445 480 MB

BNE-CS lg 1.45 0.1215 1360 MB

XLM-CS 1.21 0.1017 1083 MB

XLM-CS lg 1.42 0.1190 2158 MB

tr
an

sf
or

m
er

s

BERT-CS 0.14 0.0120 418 MB

RoBERTa-CS 0.14 0.0117 477 MB

BNE-CS 0.15 0.0122 477 MB

BNE-CS lg 0.30 0.0254 1356 MB

XLM-CS 0.16 0.0135 1075 MB

XLM-CS lg 0.35 0.0296 2149 MB

Total 17.24 1.4428

Tabela 7: Pegada de carbono do treino dos mo-
delos produzidos.

Em relação ao tamanho, é de salientar que
existe uma grande diferença entre os modelos
maiores e mais pequenos, em contraste com os

valores muito próximos de F1 obtidos na ava-
liação. Este facto pode influenciar a seleção entre
um ou outro modelo em ambientes de produção,
tornando prefeŕıveis os modelos mais pequenos
com menos emissões, mesmo que tenham desem-
penhos ligeiramente inferiores.

5. Conclusões e trabalho futuro

Neste artigo, apresentamos uma avaliação de
diversas abordagens para desenvolver um mo-
delo de reconhecimento de entidades menciona-
das aplicado ao domı́nio do turismo e da análise
cultural em espanhol. Também descrevemos bre-
vemente o recurso utilizado para avaliar e treinar
os modelos, um corpus de entrevistas telefónicas
anotado com o objetivo de servir como padrão
de ouro para NER. Foram introduzidas algumas
considerações sobre a diversidade das entidades
mencionadas e sobre a forma como esta é afe-
tada tanto pelo domı́nio do corpus como pelo seu
género.

A seguir, utilizámos o corpus para ava-
liar várias ferramentas NER pré-treinadas e
mostrámos que os resultados obtidos não são
satisfatórios. Para resolver este problema, fo-
ram treinados vários modelos adaptados a este
domı́nio, utilizando diferentes abordagens que
vão desde os algoritmos clássicos de aprendiza-
gem automática até a afinação de Transformers.
Os resultados das experiências realizadas melho-
ram amplamente o ponto de partida (baseline)
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das ferramentas pré-treinadas avaliadas. No en-
tanto, as avaliações realizadas não indicam ne-
cessariamente um bom desempenho na genera-
lização do que foi aprendido. Alguns testes pre-
liminares mostram que, quando o modelo é con-
frontado com entidades não observadas durante
o treino, o seu rendimento diminui significativa-
mente. O próximo passo será dividir o corpus
em conjuntos de treino e teste utilizando um es-
quema de teste adversarial (em vez do método
aleatório convencional), bem como efetuar ava-
liações adicionais usando as ampliações planea-
das para o corpus.

Outra questão a ser explorada no futuro será
a relacionada com o terceiro paradigma, ”pré-
treino, instrução e predição”(pre-train, prompt
and predict), em que não há uma adaptação
à tarefa de um modelo de ĺıngua pré-treinado.
Em vez disso, são utilizadas instruções adequa-
das (prompts) para fazer com que um modelo
lingúıstico pré-treinado produza as predições de-
sejadas sem a necessidade de um treino espećıfico
(tornando-o completamente não supervisionado).
No nosso caso, foram realizadas provas prelimina-
res com o modelo GPT-3 (text-davinci-003),
utilizando um pequeno subconjunto do corpus
de teste (aproximadamente 10% do total, sele-
cionado aleatoriamente) e um prompt incluindo
dois exemplos de etiquetação. Os resultados obti-
dos são inferiores em relação ao baseline, além de
apresentar outros problemas, como modificações
introduzidas no texto resultante ou a presença
de etiquetas que não faziam parte do conjunto
de etiquetas. No entanto, é necessário realizar
testes mais abrangentes com um conjunto maior
de prompts, utilizando outros modelos de ĺıngua
(como o LLaMA25 ou o BLOOM26) e com um
corpus de teste completo para que os resultados
sejam comparáveis às restantes experiências.

Por último, como o corpus utilizado,
CorGALE, é multiĺıngue, uma outra linha de
trabalho consistirá em replicar as experiências
com os subcorpora galego e português, e prestar
atenção especial aos resultados oferecidos por
modelos multiĺıngues, como o XLM-RoBERTa.27
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Garćıa-Pablos, Aitor, Montse Cuadros & Ma-
ria Teresa Linaza. 2015. OpeNER: Open to-
ols to perform natural language processing on
accommodation reviews. Em Information and
Communication Technologies in Tourism, 125–
137. 10.1007/978-3-319-14343-9_10.

Giorgi, John M. & Gary D. Bader. 2018.
Transfer learning for biomedical na-
med entity recognition with neural
networks. Bioinformatics 34(23). 4087–
4094. 10.1093/bioinformatics/bty449.

Grishman, Ralph & Beth Sundheim. 1995. De-
sign of the MUC-6 evaluation. Em 6th

Conference on Message Understanding, 1–11.
10.3115/1072399.1072401.

Guo, Jianyi, Zhengshan Xue, Zhengtao Yu, Zhi-
kun Zhang, Yihao Zhang & Xianming Yao.
2009. Named entity recognition for the tourism
domain based on cascaded conditional random
fields. Journal of Chinese Information Proces-
sing 23(5). 47–52.

Gutiérrez Fandiño, Asier, Jordi Armengol-
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