Clasificacion de imagenes de teledeteccion
mediante ELM kernel y perfiles morfolégicos

en GPU

Alberto S. Garea!, Dora B. Heras!, and Francisco Argiiello?

Resumen— Hoy en dia el uso de sensores hiper-
espectrales se ha extendido a una gran variedad
de aplicaciones tales como la clasificacion de ima-
genes de teledeteccion. Recientemente se ha presen-
tado un esquema de clasificacion espectral-espacial
(ELM-EMP) basado en Extreme Machine Learning
(ELM) y Perfiles Morfolégicos Extendidos (EMP)
obtenidos utilizando Analisis en Componentes Prin-
cipales (PCA) y operaciones morfolégicas. En este
trabajo se han introducido varias mejoras para in-
crementar la precision de la clasificaciéon del esquema
original (ELM-EMP). En particular, se presenta un
esquema que utiliza un clasificador ELM basado en
kernels (KELM-EMP) y se aplica una regularizacién
espacial. Ademaés, se ha realizado una implementacion
eficiente sobre Unidades de Procesamiento Grafico
(GPUs) de estos esquemas. En cuanto a esta proyec-
cién en GPU, se han aplicado diferentes técnicas como
pueden ser el uso de librerias CUDA optimizadas y la
ejecucion de bloques asincronos. Como resultado, la
precisién obtenida por los dos esquemas (ELM-EMP-
S y KELM-EMP-S) es mejor que para el esquema
ELM-EMP original y el tiempo de ejecucion se ha re-
ducido significativamente.
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I. INTRODUCCION

OS avances en la tecnologia de sensores de ima-

gen han hecho posible ampliar el rango del es-
pectro electromagnético que puede ser capturado,
pasando de unas pocas bandas en imagenes multi-
espectrales a cientos de bandas en imégenes hiper-
espectrales [1]. Este amplio rango proporciona mas
informaciéon que puede ser utilizada para mejorar las
tareas de reconocimiento y clasificacion de materi-
ales. Debido a la alta dimensionalidad de las ima-
genes hiperespectrales, se necesitan técnicas especi-
ficas para aprovechar toda esa informacion [2]. En
el campo de las redes neuronales usamos el término
Extreme Machine Learning(ELM) para describir un
tipo de Single-hidden Layer Feedforward Neural Net-
work (SLFN) con pesos aleatorios [3]. Se ha visto en
[4], [5] que una SLEN (con N nodos en la capa ocul-
ta) donde los pesos y los sesgos se eligen aleatoria-
mente puede aprender exactamente N observaciones
distintas [6]. El mismo autor también propone el
uso de la pseudoinversa en el algoritmo ELM para
evitar la baja inferencia de los algoritmos de entre-
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namiento con retropropagacion. En el ELM, la asig-
nacion aleatoria de los pesos entre la capa de entrada
y la capa oculta produce una amplia variaciéon en
la precision de la clasificacion en diferentes pruebas
usando el mismo niumero de nodos ocultos. Para evi-
tar esto, [7] propone, para el algoritmo ELM, el uso
de funciones kernel en sustitucion de la capa oculta.

Como valor anadido, el algoritmo ELM es muy
adecuado para ser implementado en Unidades de
Procesamiento Grafico (GPUs) de uso comun y otras
arquitecturas paralelas debido a que la mayoria de
sus operaciones estan relacionadas con operaciones
matriciales que pueden ser calculadas en bloques in-
dependientes, es decir, sin dependencia de datos en-
tre ellos. Heeswijk et al. [8] desarrollé una imple-
mentacion en GPU de parte de un sistema de clasi-
ficaciéon basado en la ejecucion de un centenar de
instancias de ELM. Maéas tarde se public6 una im-
plementacién eficiente, completamente en GPU, del
clasificador hiperespectral ELM [9]. Sin embargo, no
se han publicado implementaciones en GPU para la
version kernel del ELM.

Las precision de los resultados proporcionados por
una clasificacion pixel a pixel puede ser mejorada
aportando informacion espacial al clasificador [10],
[2], [11], [12]. Esto significa que la decision de asig-
nar un pixel a una clase determinada se basa tanto en
la caracteristica espectral, que es el valor del pixel,
como en cierta informacion extraida del vecindario
del pixel, que se puede considerar informacion espa-
cial. Entre los métodos espaciales podemos incluir
los basados en segmentacion, como la transformada
watershed [13], [14], [9] y la segmentacion basada en
automatas celulares (ECAS-II) [15], los basados en
técnicas de agrupamiento por particiones [16], los
basados en los bosques de expansiéon minima [2] o
los basados en filtrado local [17].

La informaciéon espacial también puede ser ex-
traida de los datos hiperespectrales mediante herra-
mientas morfoldgicas. Los operadores morfolégicos
més usados son la apertura y el cierre, que estan
basados en las operaciones fundamentales de erosion
y dilatacion. A partir de esas operaciones basicas
se pueden construir los llamados Perfiles Morfologi-
cos (MP) [18], [19], [20], [12]. Un MP contiene in-
formacién de las estructuras de la imagen a difer-
entes tamanos de resolucion. En la teledeteccion, los
MPs se calculan normalmente en base a los datos
obtenidos del Anélisis en Componentes Principales
(PCA) realizado sobre los datos hiperespectrales [21],
[2], [22]. Si se conservan varias componentes prin-
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cipales, los MPs obtenidos para cada uno de esas
componentes se pueden utilizar todos juntos en un
Perfil Morfolégico Extendido (EMP) (23], [24]. Esto
se puede generalizar mas con el fin de modelar la in-
formacién espacial de forma maés precisa. Por ejem-
plo, se puede crear un Perfil de Atributos (AP) mor-
fologicos del mismo modo que un MP [25]. En [11]
se crea un Perfil de Atributos Morfologicos Exten-
dido (EMAP) usando filtros de atributos morfologi-
cos. En [18] y [21] se presentan esquemas de clasi-
ficacion espectral-espacial para iméagenes de telede-
teccion basados en SVM e introduciendo informacién
proporcionada por un EMP. En el caso de [26] se uti-
lizan caracteristicas Gabor, en lugar de EMP, sobre
las componentes generadas por el PCA para, pos-
teriormente, concatenar el resultado con la imagen
original y realizar la clasificacion mediante el ELM
kernel. Este tltimo articulo también presenta un cla-
sificador basado en KELM con Predicciones Multi-
hipotesis (MH).

En [27] se presenta un esquema de clasificacion
espectral-espacial para imagenes hiperespectrales de
teledeteccion basado en ELM y que ademas integra
informaciéon proporcionada por un EMP. El perfil se
crea a partir de las componentes generadas por el
PCA. El esquema espectral-espacial propuesto per-
mite asignar diferentes pesos a las caracteristicas es-
pectrales y a las espaciales.

En este articulo se han abordado principalmente
tres tareas. La primera tarea ha sido el desarrollo
de un esquema similar al publicado en [27], basado
en ELM con funciones kernel. Estas funciones kernel
sustituyen a la generacion de pesos aleatorios en el es-
quema ELM original. La segunda ha sido la mejora,
en términos de precision, del esquema presentado en
[27]. La tercera tarea ha sido la implementacion,
sobre GPU, de los esquemas descritos previamente
para reducir el tiempo de ejecucién. El resto del
articulo se organiza como sigue: La seccion 2 describe
los algoritmos utilizados. En la seccién 3 se presenta
la implementacion del esquema de clasificacion sobre
GPU. La evaluacion se realiza en la seccion 4. Y,
finalmente, la seccién 5 presenta las conclusiones.

II. CLASIFICACION ESPECTRAL-ESPACIAL BASADA
EN ELM

En esta seccion se explican las diferentes etapas del
esquema de clasificacion que llamaremos ELM-EMP,
como en [27] (Ver Fig. 1). Este proceso comienza
con la extraccion de la informaciéon espacial. FEl
primer paso es reducir la dimensionalidad de la ima-
gen hiperespectral usando PCA. El segundo paso es
la construccion del EMP mediante operaciones mor-
fologicas. Tanto las contribuciones espectrales como
las espaciales se ajustan usando un método de combi-
nacion de caracteristicas llamado concatenacion pon-
derada. Esto permite asignar los pesos k, y ks a los
datos espectrales y espaciales respectivamente. Fi-
nalmente, utilizamos ELM para la clasificacion.

A. Clasificacion basada en KELM

ELM fue originalmente desarrollado como una téc-
nica de entrenamiento para un tipo de SLFN con pe-
sos aleatorios [28], [6]. En [7] se propuso el uso de una
funcion kernel en lugar del uso de pesos aleatorios.
El objetivo era evitar la gran variacién, en términos
de precision de la clasificacion, producida en difer-
entes entrenamientos y debida a la aleatoriedad de
los pesos. Ademas, [7] sugiri6 sumar un valor po-
sitivo & (donde C' es definido por el usuario) para
calcular los pesos de B como:

-1
B=H" (% + HHT) T, (1)

donde H es la matriz de salida de la capa oculta y
T es la matriz objetivo para el conjunto de datos de
entrenamiento. Con este valor positivo se tienden a
obtener soluciones més estables, asi como una mejora
en el rendimiento. Por lo tanto, para z € R? la
funcion de salida del ELM es:

f(z) = h(z)B = h(z)HT (é + HHT) ) T, (2)

donde h(x) es un mapeo de caracteristicas. La ma-
triz del kernel para ELM, Q, puede ser representada
como:

Qprv = HH Qe

~ [h(e) x h(z)] = [K(@na), )

donde x; y x; son muestras de entrenamiento, i =
1,...,N, j =1,...,N, y K(z;,z;) es la funcion
kernel. Finalmente, la funcion de salida se puede
escribir como:

-1

K(z,z1) .
f(z) = : rol + QpLm T.
~——
K((l}7 :BN) Kernel_2
Kernel_1

(4)

Asi, podemos resumir el ELM con kernel como:

Algoritmo ELM con kernel: Dado un conjunto
de entrenamiento J = {z;|z; € R%i = 1,...,N},
una matriz de entrenamiento T, una funcién kernel
K(u,v) (e:g, K(u,v) = exp(—yllu — v[|?) y los
parametros definidos por el usuario C'y v,

1. Calcular (%-I—QELM)_lT, con Qv =

K(xi,zj)], xi,xz; € J y K(uv) =
exp(—|lu — vl[?).
K(z,z;)
2. Calcular : donde xy,...,xN €
K(z,zN)

J y « hace referencia a todos los puntos del con-
junto de datos de test.

3. Calcular la funcion de salida del ELM como en
la Ecuacion (4).

En el caso de nuestra imagen hiperespectral, cada
muestra de entrenamiento representa un pixel de la
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Informacién espacial

Informacidn espectral

Procesado morfoldgico
(construccién EMP)

Classificacion
ELM

Imagen hiperespectral

[kw x imagen hiperespectral, kg x (EMP)]

Fig. 1. Esquema de clasificaciéon espectral-espacial basado en ELM y mapeo de caracteristicas compuesto (ELM-EMP).

imagen seleccionado de forma aleatoria, que a su vez
es un componente espectral y espacial ponderado del
pixel. Los componentes espaciales proporcionados
por el EMP son multiplicados por el factor ks, mien-
tras que los componentes de la imagen original son
multiplicados por la constante k,,. La salida que se
obtiene después de la fase de clasificacion es la predic-
cion de la clase a la que pertenece cada uno de los
pixeles de la imagen.

B. Extraccion de caracteristicas

La principal funcion del PCA es reducir la dimen-
sionalidad del conjunto de datos, constituido por un
gran nimero de variables interrelacionadas, mientras
se retiene, tanto como sea posible, la variacion pre-
sente en el conjunto de datos.

Matemaéticamente existen varios métodos para cal-
cular el PCA. Se puede realizar usando Single Value
Decomposition (SVD) sobre el conjunto de datos o
mediante Figenvalue Decomposition (EVD) sobre la
matriz de covarianza del conjunto de datos, siendo
este ultimo el método utilizado en este documento.
Ambos métodos necesitan que el conjunto de datos
esté centrado [29].

Vamos a asumir que la matriz de datos X esta
centrada, es decir, a cada elemento de una columna
de X se le ha restado la media aritmética de dicha
columna, quedando ahora dicha media igual a cero.
Por lo tanto, la matriz de covarianza A = XTX/n
, donde n es el ntmero de caracteristicas, puede ser
diagonalizada:

A=USVT (5)

donde los elementos de la diagonal de S son los va-
lores singulares de A y las primeras columnas de U
y V son los vectores singulares derecho e izquierdo
de A respectivamente. La proyeccion de los datos en
el eje principal se conoce como Componentes Princi-
pales (PCs).

C. EMP

Las transformaciones morfolégicas fueron propu-
estas para utilizar la informacion espacial en la clasi-
ficacion de teledeteccion [30], [21], [23]. El MP fue
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introducido en [21] y extendido a imagenes multidi-
mensionales en [23| para extraer informacién sobre
el contraste y el tamano de las estructuras presentes
en la imagen. El MP de orden n de la imagen I se
puede expresar como:

MP™(1) = {(1),... .7 {"(1),

L¢(D),..., (D)}, ©
siendo 'yﬁi) y ¢Si) los operadores de apertura y cierre
por reconstruccion respectivamente, con un elemento
estructural ¢ desde 1 a n, cuyo tamano incrementa
normalmente en pasos de 1 o 2.

Cuando se usa la aproximacion de MP sobre los
datos hiperespectrales, se usan los m PCs mas signi-
ficativos como imagen base. El resultado es un EMP,

EMPU(I) = {(MP)"(I),...,(MP) (D)}, (7)

con m(2n + 1) componentes.

Una vez que se ha extraido de la imagen la infor-
macion espacial, esta debe ser integrada en el clasi-
ficador.

III. CLASIFICACION ESPECTRAL-ESPACIAL DE UNA
IMAGEN HIPERESPECTRAL SOBRE GPU

En esta seccién introduciremos algunos de los prin-
cipios de la programacion Compute Unified Device
Architecture (CUDA), asi como la implementacion
de los algoritmos propuestos en la secciéon II. Los
kernels ejecutados en GPU se encuentran entre los
simbolos <>. Los pseudocéddigos también incluyen
los acronimos GM y SM para indicar que los kernels
usan memoria global o memoria compartida respec-
tivamente.

A. Pundamentos de programacion CUDA

CUDA permite a las GPUs de Nvidia ejecutar pro-
gramas a través de la invocacion de funciones parale-
las llamadas kernels [31]. Los kernels son ejecutados
por hilos que a su vez se organizan en bloques. Los
bloques se disponen en una rejilla donde se mapean a
una jerarquia de procesadores CUDA en la GPU. Los
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hilos tienen acceso a miltiples espacios de memoria,
como pueden ser la memoria local y los registros.
Cada bloque de hilos tiene un espacio de memoria
compartida que es visible tinicamente a los hilos del
mismo bloque y cuyo tiempo de vida es igual al del
bloque. Por tltimo, todos los hilos pueden acceder
al mismo espacio de memoria global.

El tiempo de vida de la memoria compartida difi-
culta el poder compartir datos entre bloques de hi-
los, lo que obliga a usar la memoria global que es
mas lenta. La arquitectura Kepler [31] incluye una
jerarquia con dos niveles de caché. En este trabajo
se han seguido diferentes estrategias para optimizar
el rendimiento:

1. Maximizar la ejecucién paralela. Organi-
zando los algoritmos en bloques computacional-
mente independientes.

2. Mejorar la eficiencia en el uso de la je-
rarquia de memoria. Para realizar el maximo
nimero de calculos con los datos ya almacena-
dos en la memoria compartida.

3. Reducir el nimero de sincronizaciones
globales mediante el cémputo con blo-
ques asincronos. En el célculo del EMP, cada
bloque se actualiza varias veces a través de una
sincronizaciéon local antes de realizar una sin-
cronizacién global.

4. Anadir un borde a las regiones de datos.
Dado que en la fase de construccion del EMP
cada pixel requiere datos de sus vecinos, cada
region de datos se amplia con una frontera con
el fin de minimizar las dependencias entre los
bloques

5. Superposicidon de operaciones en la CPU
y la GPU. A veces es posible solapar la ejecu-
cion de operaciones independientes en la CPU
y la GPU, reduciendo el tiempo de ejecucion.
En particular, en el calculo del ELM, la gene-
racion de los pesos aleatorios para los datos de
entrada y las neuronas ocultas se solapa con la
generacion de la matriz Xiest.

6. Explotar las librerias disponibles. Dado
que la mayoria de las operaciones de los al-
goritmos utilizados en este trabajo son opera-
ciones con matrices, se han utilizado diferentes
bibliotecas CUDA optimizadas para algebra li-
neal y procesamiento de imégenes. En particu-
lar, MAGMA [32], que es una librerfa de alge-
bra lineal para arquitecturas heterogéneas usada
para calcular la matriz X¢est ¥ la pseudoinversa
de la matriz H, y CULA [33], que es un con-
junto de librerias algebraicas usadas para calcu-
lar los EVD en el algoritmo PCA. Por ultimo,
CUBLAS [34], que es una version en GPU de
la libreria estandar Basic Linear Algebra Sub-
programs (BLAS) y que se utilizo para obtener
la matriz de correlacion en el célculo de la PCA y
para calcular la matriz de pesos en la fase de en-
trenamiento, tanto para el algoritmo ELM como
para el KELM.

© Ediciones Universidad de Salamanca

Algoritmo 1 Algoritmo KELM en GPU

Entrada: El conjunto de datos de la imagen hiperespectral X,
el conjunto de etiquetas T y los parametros C y 7 definidos
por el usuario

> Fase de preprocesado

1: <Normalizacién del conjunto de datos> > SM + GM
2:  Seleccién de los puntos de entrenamiento (X¢rain)

3:  <Procesado de la matriz de objetivos (Ttrain) > > GM

> Calculo de la funcién kernel

4:  <Calcular Kernel_2 (Eq. 4) > > GM

5:  <Calcular a = (I/C + Kernel_Q)’thram > > GM

6: <Preparar los datos de test (Xtest)> > GM

7:  <Calcular Kernel 1 (Eq. 4) > > GM

> Clasificacién.

8: <Calcular aKernel _1 > > GM

B. Clasificacion basada en KELM sobre GPU

El algoritmo KELM se compone de tres fases prin-
cipales: preprocesado, célculo de las funciones kernel
y clasificacion. El pseudocodigo del Algoritmo 1 nos
muestra la implementacion en GPU tal y como se
explica en la seccion II-A.

En nuestro caso, el algoritmo KELM es parte del
esquema KELM-EMP, siendo los datos de entrada
el resultado de la unién y la normalizacion del con-
junto de datos hiperespectrales y el EMP. En la fase
de union, los datos del perfil obtenidos a través del
algoritmo EMP son multiplicados por un peso deter-
minado. Después, en la normalizacion (linea 1 del
pseudocodigo), a todos los puntos del conjunto de
datos hiperespectrales se le resta el minimo de di-
cho conjunto mientras que en el conjunto de datos
del EMP la normalizacion se realiza por bandas, res-
tando el minimo de cada banda a los elementos de
dicha banda. El kernel utilizado para el calculo del
minimo utiliza memoria compartida y evita el con-
flicto de bancos, reduciendo el tiempo de ejecucion.

Dado que el ELM y el KELM son algoritmos de
aprendizaje supervisado, la seleccion de los pixeles
de entrenamiento en el mapa de referencia se hace
de forma aleatoria, escalando posteriormente los va-
lores correspondientes del conjunto de datos entre
[0:1] y almacenandolos en la matriz Xy,,in (linea 2 del
pseudocodigo). Finalmente se procesa la matriz de
entrenamiento, donde cada fila representa una mues-
tra y cada columna una clase, y para la que el valor
1 indica que pertenece a la clase y el valor 0 que no
pertenece a la clase (linea 3 del pseudocodigo).

La segunda fase (ejecucion de las funciones kernel)
comienza con la primera funcién de kernel, donde
K(u,v) = exp(—7||lu — v||?) y u,v pertenece al
conjunto de datos de entrenamiento. En primer lu-
gar calculamos la matriz Xirain(Xerain) T, que con-
tiene todos los productos entre dos elementos del
conjunto de entrenamiento. Con la matriz ante-
rior y el parametro v, definido por el usuario, cal-
culamos la matriz Kernel 2. El siguiente paso es
generar una matriz identidad donde todos sus ele-
mentos son divididos por el parametro C, también
definido por el usuario. A continuacién sumamos la
matriz identidad modificada y la matriz Kernel 2.
Por dltimo usamos la funcion de MAGMA llamada
magma_ dgesv_ gpu para resolver el sistema de ecua-
ciones lineales y obtener «, donde:
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a=(I/C+ Kernel 2)"'Tain-

La segunda fase continua con el calculo de la otra
funcion kernel del mismo modo que la anterior, pero
esta vez u pertenece al conjunto de datos de test
y v al de entrenamiento. Primero escalamos entre
[0:1] el conjunto de datos de test y lo almacenamos
en la matriz Xiest. A continuacién calculamos la
funcién kernel y creamos una matriz para almacenar
Xtest Xtrain, Un vector para almacenar la diagonal de
Xiest Xtest Y Otro vector para almacenar la diagonal
de XirainXirain. Por ultimo calculamos la funcion
kernel con todos los elementos de Xyest ¥ todos los
elementos de X ain-

En la altima fase del algoritmo KELM tnicamente
necesitamos calcular el producto de Kernel 1 por «
para obtener la clasificacion final.

C. Extraccion de caracteristicas sobre GPU

Para reducir la dimensionalidad del conjunto de
datos se utiliza el algoritmo EVD (EVD-PCA) ex-
plicado en la seccion 1I-B.

El algoritmo 2 incluye el pseudocddigo del algo-
ritmo EVD-PCA en GPU. Suponemos que la matriz
X contiene el conjunto de datos y que este se encuen-
tra almacenado en la memoria global de la GPU. Es
necesario preprocesar el conjunto de datos, es decir,
deben estar centrados. Para ello restamos a cada
pixel la suma de todos los pixeles de su banda divi-
dida por el namero de pixeles de dicha banda (lineas
1-3 del Algoritmo 2). En este paso, ademas del uso
de memoria compartida para la eficiencia en el acceso
a los datos, también se utiliza la funcion de CUBLAS
cublasSgemu.

Una vez que la matriz X contiene los datos cen-
trados, comienza la fase del PCA. En primer lugar
se calcula la matriz de correlacién de la matriz X
usando la funcién de CUBLAS cublasSsyrk (linea 4).
Esta funcion realiza la operacion XX, pero debido
a que el resultado es simétrico, cublasSsyrk solo de-
vuelve la matriz superior. El siguiente paso consistira
en completar la matriz inferior del célculo anterior
con los datos de la matriz superior (line 5).

El algoritmo PCA continua con el calculo de

XxXT =usvT,
usando la funcion de CULA culaDeviceSgesvd, donde

los elementos de la diagonal de S son los valores sin-
gulares de XXT y las primeras columnas de U y

Algoritmo 2 Algoritmo EVD-PCA sobre GPU

Entrada: El conjunto de datos X se almacena inicialmente en la
memoria global
> Fase de centrado del conjunto de datos

1:  <Crear un vector de unos> > GM
2:  Obtener la suma de todos los pixeles en cada banda del con-
junto de datos > SM +

GM
3:  <Centrado del conjunto de datos> > SM
> Fase PCA
4:  Calcular la matriz de covarianza XX7T del conjunto de datos
centrados > SM + GM
5:  <Completar la matriz triangular inferior de XXT > > GM
6: Calcular la matriz de auto-vectores V > SM + GM
7:  Obtener los PCs mediante XV > SM + GM
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V son los vectores singulares derechos e izquierdos
de XXT respectivamente (linea 6). El altimo paso
es la obtencion de los PCs mediante la funcién de
CUBLAS cublasSgemm, que realiza el producto en-
tre X y V (linea 7).

D. EMP sobre GPU

E1 EMP es el conjunto de MPs creado por medio de
operaciones de apertura y cierre por reconstrucciéon
sobre cada una de las bandas obtenidas en la fase del
PCA.

La implementacion realizada se basa en la propa-
gacion de bloques asincronos [35], donde se realizan
multiples barridos en ambas direcciones al mismo
tiempo. La principal ventaja de esta implementacion
asincrona en GPU [36], para la reconstruccién mor-
fologica (que consisten en actualizaciones intra e
inter-bloque), es que se realizan tantas actualiza-
ciones como sean posibles con los datos disponibles
en la memoria compartida antes de realizar una sin-
cronizacion entre los hilos de los bloques. Los datos
actualizados dentro de un bloque de memoria com-
partida se pueden reutilizar, lo cual es mucho mas
rapido que las actualizaciones de memoria global [37].
En esta version asincrona, el ntimero de sincroniza-
ciones globales se reduce en comparacion con la ver-
si6n sincrona del algoritmo [35].

IV. RESULTADOS

Esta seccion muestra los resultados experimentales
obtenidos por los clasificadores. Los algoritmos pro-
puestos han sido evaluados en un PC con un quad-
core Intel Xeon E5-2609v2 a 2.5 GHz y 15 GB de
RAM. El c6digo se ha compilado usando gce version
4.8.4 con soporte OpenMP (OMP) 3.0 bajo Linux y
4 hilos. Se ha utilizado la libreria OPENBLAS [3§]
para acelerar las operaciones de los distintos algorit-
mos. En cuanto a la implementacion en GPU, se ha
utilizado una tarjeta NVIDIA GrForce GTX Titan
con 14 SMXs de 192 procesadores CUDA cada uno.
Se us6 la version 7.5 del conjunto de herramientas
CUDA para Linux.

La precision de los resultados esta expresada en
porcentaje en términos de precision total (OA), que
es el porcentaje de pixeles clasificados correctamente,
precision media (AA), que se calcula como la media
de las precisiones de las diferentes clases, y el coe-
ficiente kappa [39], que es el porcentaje de acierto
corregido por la cantidad de acierto que seria de es-
perar debido al azar.

Los resultados de rendimiento se expresan en tér-
minos de tiempo de ejecucion (en segundos) y ace-
leracion. Los resultados son la media de 100 eje-
cuciones. Los resultados se muestran como valor
medio y desviacion estandar de las 100 ejecuciones.
El tiempo de ejecucion para los cédigos en GPU no
incluye la transferencia de datos CPU-GPU, solo los
tiempos de computacion.

Los algoritmos han sido probados sobre tres iméa-
genes de teledeteccion: Una imagen obtenida por el
sensor ROSIS de 103 bandas de la Universidad de
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Pavia (Pavia Univ.), con una dimensién espacial de
610x 340 pixeles, una imagen obtenida por el sensor
AVIRIS de 220 bandas y 145x145 pixeles tomada
sobre el Noroeste de Indiana (Indian Pines) y una
imagen obtenida mediante AVIRIS de 204 bandas y
512x217 pixeles del valle de Salinas, California (Sali-
nas).

Para poder realizar la comparacion, el nimero de
muestras de entrenamiento es el mismo que en el
trabajo de referencia [27]. La tabla I muestra in-
formacion de las imagenes utilizadas, incluyendo sus
dimensiones y el niumero y porcentaje de muestras
de entrenamiento. La seleccién de las muestras de
entrenamiento se ha realizado de forma aleatoria,
ademéas de que dichas muestras no son tenidas en
cuenta cuando se evalta la precision. El nimero de
neuronas de la capa oculta empleadas en el ELM es
de 1000 para Pavia Univ., 300 para Indian Pines y
350 para Salinas en todos los casos [27].

Para el calculo del EMP, los mejores resultados
fueron los obtenidos considerando 7 componentes
principales que se extrajeron previamente mediante
anélisis en componentes principales. Se consideran
ademéas 7 operaciones de apertura y cierre por re-
construccion, usando discos de radio incremental (el
tamano de los elementos estructurales es de 3, 5, 9,
13, 17, 21 y 25, dando lugar a un total de 105 com-
ponentes). El mapeo de caracteristicas compuestas
es de tipo concatenacién ponderada, es decir, se le
da un peso a la informacion espacial y otro a la es-
pectral. El peso para la caracteristica espectral (k)
es 1, mientras que el peso para la caracteristica espa-
cial (ks) se ha ajustado para cada imagen por prueba
y error en valores desde 0.5 hasta 10. Los mejores
resultados se obtuvieron con ks 1, 5 y 3 para la Uni-
versidad de Pavia, Indian Pines y Salinas respectiva-
mente. Tal y como se menciona en la Seccion II-A,
con el fin de maximizar la capacidad de discrimi-
nacion del clasificador, cada conjunto de datos x fue
ajustado al rango [0, max(x) — min(x)]. Este pro-
ceso se llevo a cabo de forma independiente para los
datos hiperespectrales y para cada uno de los com-
ponentes individuales del EMP. Finalmente, después
de la concatenacion de las dos caracteristicas, todo el
conjunto de datos se escalé dentro del rango de [0,1].

En primer lugar hemos realizado una compara-
cion entre el esquema original basado en ELM
(ELM-EMP) y la versién que incluye una post-
regularizacion espacial (ELM-EMP-S). Esta post-
regularizacion consiste en asignar a cada pixel la
clase mayoritaria de entre sus vecinos. En nuestro
caso se han tenido en cuenta a los 8 vecinos de cada
pixel. La tabla II muestra que esta técnica mejora
los resultados de precision de la clasificacion con un
bajo coste en el tiempo de ejecucion, pasando de un
valor para OA de 92.81% a 95.05% en el caso de la
imagen de Indian Pines y de un 99.65% a 99.82% en
el caso de la imagen de Pavia Univ.. Por lo tanto,
a partir de ahora los esquemas aqui estudiados in-
cluyen dicha post-regularizacion.

En la tabla III se comparan, en términos de

precision de la clasificacion y tiempo de ejecu-
cién en GPU, los esquemas propuestos, ELM-EMP-
S y KELM-EMP-S (KELM-EMP con regulariza-
cion), con otros esquemas proyectados sobre GPU y
disponibles en la literatura. Todos los experimen-
tos han sido realizados en las mismas condiciones
experimentales. Algunos de esos esquemas, como
ELM+wat [9], usan ELM como clasificador mien-
tras que otros, como SVM+wat [14] y WT-EMP
[18], utilizan SVM, que es un clasificador bastante
utilizado en la literatura. Todos los experimentos
mostrados en la tabla se han realizado bajo las mis-
mas condiciones experimentales descritas al inicio
de la seccion. En la tabla, los mejores resultados
se muestran en negrita. El esquema ELM imple-
mentado en [9] realiza una regularizacién después
de la clasificacion, del mismo modo que los esque-
mas propuestos ELM-EMP-S y KELM-EMP-S. El
esquema ELM+wat [9] combina la informacion pro-
porcionada por el esquema ELM con informacién es-
pacial obtenida a través de un algoritmo watershed.
Los esquemas SVM [14] y SVM+wat [14] usan SVM
como clasificador, pero el segundo anade informa-
cién espacial usando un algoritmo de segmentaciéon
watershed. Por ltimo, en el esquema WT-EMP [18]
se crea un EMP a partir de las caracteristicas extrai-
das mediante wavelets que se combina con la imagen
original, sin ruido, en un vector que es procesado por
el clasificador SVM.

En la tabla III podemos ver que los esquemas
propuestos en este articulo (ELM-EMP-S y KELM-
EMP-S) obtienen resultados muy cercanos en térmi-
nos de precision de la clasificacion, siendo el esquema
KELM-EMP-S ligeramente superior en las imégenes
de Pavia Univ. e Indian Pines.

En las tablas IV y V se muestran los tiempos de
ejecucion y aceleraciones de las versiones GPU so-
bre las versiones OpenMP optimizadas para los es-
quemas propuestos (ELM-EMP-S y KELM-EMP-S).
Ambos esquemas incluyen post-regularizacion. En
el caso del esquema KELM-EMP-S; los valores para
los pardmetros definidos por el usuario C' y v para
las tres imagenes hiperespectrales son: C' = 10% y
v = 10 para Pavia Univ., C = 10% y v = 10 para
Indian Pines y C' = 108 y v = 12 para Salinas. Tal
y como se mostraba en la tabla III, las precisiones
alcanzadas por el esquema KELM-EMP-S para las
dos primeras iméagenes (Pavia Univ. e Indian Pines)
son mejores que las obtenidas por el esquema ELM-
EMP-8, sin embargo, podemos observar que requiere
més tiempo para obtener el resultado. En cuanto a
las aceleraciones, se han alcanzado valores de 4.92x
para la imagen de Pavia Univ., mientras que para
la imagen de Indian Pines el valor obtenido es una
aceleracion de 1.28x. Esto se debe a que la imagen
de Indian Pines es 4.5 veces mas pequena que las
otras dos utilizadas en este articulo y, por lo tanto,
el nimero de hilos necesarios es también menor, lo
que dificulta ocultar el coste en las transferencias de
datos y, por tanto, aumenta el tiempo de ejecucion.

Basada en los resultados de la clasificacion
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TABLA I

INFORMACION SOBRE LAS IMAGENES DE TELEDETECCION UTILIZADAS PARA EL TEST.

H sensor | # clases dimensiones # muestras | # muestras de entrenamiento ‘

Pavia Univ. ROSIS 9 610x340x103 42776 3921 (9.17%)

Indian Pines || AVIRIS 16 145x145x220 10249 625 (6.10%)

Salinas AVIRIS 16 512x217x204 54129 1076 (1.99%)
TABLA II

COMPARATIVA, EN TERMINOS DE PRECISION DE LA CLASIFICACION Y TIEMPOS DE EJECUCION EN GPU, ENTRE EL ESQUEMA
ELM-EMP vy ELM-EMP-S.

Esquema Pavia Univ. Indian Pines
0AC%) | AA(%) | Kappa(h) | t(s) 0AC%H) | AACA) | Kappa(h) | t(s)
ELM-EMP 99.65 | 99.60 99.52 2.29 92.81 | 95.02 91.77 0.72

+0.08 | +£0.06 +0.11 +0.08 | £0.76 | £0.65 +0.86 +0.13

ELM-EMP-S || 99.82 | 99.76 99.75 2.30 95.05 | 96.44 94.32 0.72
+0.09 | £0.05 +0.13 +0.10 | £0.74 | +£0.56 +0.85 +0.12

TABLA III
PRECISIONES Y TIEMPOS DE EJECUCION EN GPU PARA LAS DISTINTAS IMAGENES. LAS DESVIACIONES ESTANDAR VAN

SEGUIDAS DEL SIMBOLO *. LLAS MEJORES PRECISIONES SE MUESTRAN EN NEGRITA.

Esquema Pavia Univ. Indian Pines Salinas
0A(%) | AACA) | Kappa(%) | OAC%) | AA(%) | Kappa(%) | 0A(%) | AA(%) | Kappa(%)
KELM-EMP-S || 99.83 | 99.79 99.77 95.39 | 96.82 94.72 99.16 | 99.05 99.06
+0.07 | £0.04 | £0.09 | £0.80 | £0.63 | +0.92 | £0.18 | £0.20 | +0.20
ELM-EMP-S 99.82 | 99.76 99.75 95.05 | 96.44 94.32 99.21 | 99.09 99.12
+0.09 | £0.05 +0.13 +0.74 | £0.56 +0.85 +0.25 | £0.18 +0.28
ELM 96.94 | 96.13 95.83 82.25 | 89.85 79.93 93.63 | 96.38 92.89
+0.31 | £0.34 +0.43 +1.57 | £0.98 +1.73 +0.29 | £0.25 +0.32
ELM+wat 97.20 | 96.42 96.30 80.64 | 79.90 78.40 93.60 | 96.41 92.86
+0.33 | +0.43 +0.44 +2.46 | +£3.04 +2.73 +0.32 | £0.27 +0.36
SVM 79.43 | 86.62 76.70 79.43 | 86.62 76.70 88.45 | 92.37 87.08
+0.96 | +0.86 +1.05 +0.96 | £0.86 +1.05 +0.47 | £0.50 +0.54
SVM+wat 96.18 | 96.58 94.81 87.65 | 91.41 85.96 -
+0.52 | £0.25 +0.70 +1.26 | £1.78 +1.42 -
WT-EMP 98.70 | 98.72 98.22 89.73 | 94.12 88.28 -
+0.18 | £0.13 +0.24 +1.14 | £0.67 | +0.073 -

TABLA IV
TIEMPOS DE EJECUCION Y ACELERACION PARA EL ESQUEMA ELM-EMP-S.

[ PCA (s) [ EMP (s) [ ELM (s) | Total (s) |

CPU 0.43 14.93 14.97 30.33
Pavia Univ. OMP 0.28 4.35 6.70 11.33
GPU 0.05 1.08 1.17 2.30

Speedup GPU vs. O0OMP: 4.92x
CPU 0.13 1.52 0.82 2.47
Indian Pines OMP 0.07 0.44 0.4 0.91
GPU 0.06 0.58 0.07 0.71

Speedup GPU vs. OMP: 1.28x
CPU 0.60 8 3.96 12.56
Salinas OMP 0.31 2.30 2.06 4.67
GPU 0.07 0.70 0.22 0.99

Speedup GPU vs. OMP: 4.71x

obtenidos por cada esquema de clasificacién también  La tabla VI presenta los resultados del test, donde
realizamos la prueba estandar de McNemar [40], [26].  cada valor Z compara el clasificador KELM-EMP-S
Se emplea para verificar la relevancia estadistica de  con cada uno de los métodos mostrados en la tabla.
las diferencias de precision entre pares de esquemas.  La diferencia en precision entre cada par de clasifi-
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TABLA V
TIEMPOS DE EJECUCION Y ACELERACION PARA EL ESQUEMA KELM-EMP-S.

[ PCA (s) [EMP (s) [ KELM (s) [ Total (s) |

CPU 0.43 14.93 51.61 66.97
Pavia Univ. OMP 0.28 4.35 14.92 19.55
GPU 0.05 1.08 2.80 3.93
Speedup GPU vs. O0OMP: 4.97x
CPU 0.13 1.52 1.22 2.87
Indian Pines 0MP 0.07 0.44 0.56 1.07
GPU 0.06 0.58 0.15 0.79
Speedup GPU vs. OMP: 1.35x%
CPU 0.60 8.00 8.92 17.52
Salinas 0MP 0.31 2.30 2.81 5.42
GPU 0.07 0.70 0.62 1.39
Speedup GPU vs. OMP: 3.90X%
cadores es vista como significativa con un nivel de AGRADECIMIENTOS

confianza del 95% si |Z| > 1.96, y con un nivel de
confianza del 99 % si | Z] > 2.58. Un valor positivo de
Z indica que el primer clasificador supera al segundo
(Z > 0). Podemos observar que solo en un caso,
cuando comparamos los esquemas KELM-EMP-S y
ELM-EMP-S, las pequenas diferencias en la precision
no son estadisticamente relevantes, lo que indica que
ambos sistemas de clasificacion son similares en tér-
minos de precision.

V. CONCLUSION

En este articulo se presenta un esquema de clasi-
ficacion para imagenes hiperespectrales de teledetec-
cion basado en kernels llamado KELM-EMP desa-
rrollado a partir de un esquema publicado anterior-
mente (ELM-EMP) por los autores|[27]. Estos es-
quemas realizan una reduccién de la dimensionali-
dad de la imagen hiperespectral mediante anélisis en
componentes principales, seguida de la construccion
de un perfil morfolégico extendido. A continuacion
se utiliza una concatenaciéon ponderada para combi-
nar los datos del perfil con los datos de la imagen
hiperespectral sobre los que se ejecuta el clasifica-
dor. En este articulo se propone también anadir un
proceso de regularizacion espacial al final de la clasi-
ficacion, de modo que se eliminan clasificaciones er-
roneas de pixeles aislados. Una tultima aportacion de
este articulo es proponer proyecciones de los algorit-
mos ELM-EMP-S y KELM-EMP-S sobre GPU, uti-
lizando CUDA y aplicando técnicas de mejora como
la ejecucion asincrona de algunas secciones del algo-
ritmo.

Los resultados de precision de la clasificacion
muestran que el esquema basado en KELM con re-
gularizacion espacial (KELM-EMP-S) obtiene preci-
siones altas alcanzando un valor de 99.83% de pre-
cision media para la imagen de Pavia Univ. En
cuanto a la ejecucién en GPU se consiguen acelera-
ciones altas en comparacion con la ejecucion de las
versiones OpenMP alcanzando un speedup de 4.97 x
para la imagen de Pavia Univ.
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